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1. Prezentare obiective an 2002  (contractul 33479/2002, tema 104, cod CNCSIS 67): 
 

• Realizare sistem virtual şi eliminare artefacte 
• Extragere parametri semnal 

 
2. Prezentare obiective an 2003  (contractul 33557/01.07.2003, tema 47, cod CNCSIS 75): 
 

• Determinarea metodologiei de punere in evidentă a stării de oboseala şi analiza 
influentelor externe care pot apare.  

• Construirea clasificatorului. 
 



 Etapa 2002 
 
1. Realizare sistem virtual şi eliminare artefacte 
2. Extragere parametri semnal 
 

Această temă de cercetare, rezolvată, realizează, printr-o abordare interdisciplinară, 
două dispozitive de intrare a unui complex bioinstrumental noncontact de determinarea 
stării de oboseala a persoanelor care desfăşoară activităţi supuse la stres. Aceste două 
dispozitive complexe au fiecare înglobate în ele înafara funcţiei de bază pe care trebuie să o 
îndeplinească, de achiziţionare a semnal de tremur, mişcare şi respirator, fără contact, module 
pentru înlăturarea artefactelor care perturbă în mod obişnuit orice tip de achiziţie. Mai mult 
pentru pregătirea etapelor următoare s-a extras din semnalul de tremur acei parametri care vor 
fi utilizaţi în etapa de clasificare. Plecându-se de la spaţiul de semnale, după extragerea 
caracteristicilor vom obţine spaţiul trăsăturilor unde un clasificator va determina existenţa sau 
nu a stării de oboseală a utilizatorului sistemului. Această temă de cercetare se află la 
intersecţia mai multor domenii precum: realitatea virtuală, sistemele inteligente, algoritmi 
neconvenţionali de calcul şi prelucrare de semnale, tehnici de programare etc.  

Cercetarea şi-a propus să rezolve şi a rezolvat următoarele obiective: 
• creşterea sensibilităţii senzorului noncontact utilizat de ambele sisteme; 
• eliminare artefacte de mişcare din semnalul respirator; 
• perfecţionare Joystick-ului virtual pentru obţinerea unui semnal de tremur care să poată fi folosit 

pentru a discerne  starea utilizatorului sistemului; 
• extragere parametri din semnalul de tremur. 

Această sinteză reprezintă un raport despre implementarea a două dispozitive de intrare 
noncontact cât şi o parte din sistemul de clasificare (extragerea parametrilor), şi prezintă 
rezultatele obţinute cu aceste sisteme. Sunt prezentate soluţiile de realizare hard, soft (atât în 
Visual C++ şi în C pentru DSP-uri), algoritmii selectaţi în versiunea finală cât şi justificarea acestei 
alegeri printr-o comparaţie între soluţiile iniţial candidate. 

Senzorul 
Modul de funcţionare. Deoarece acelaşi senzor este folosit pentru ambele sisteme o scurtă 

prezentare a modului de lucru al acestuia se impune.  
Senzorul este de tip rezonant [1], circuit LC (format din componentele 4 şi 6, Figura 1.), este 

o spiră planară construită de o aşa natură încât să maximizeze capacitatea şi inductanţa sa parazite. 
Aceste elemente parazite sunt senzitive la  existenţa obiectelor din imediata proximitate fie că 
acestea sunt conductive, neconductive, magnetice sau nemagnetice. În acest mod impedanţa 
senzorului este dependentă de obiectele din vecinătate. Pentru sesizarea modificărilor impedanţei 
senzorul (5) este conectat într-o reţea divizoare, împreună cu un rezistor (2) iar ansamblul este 
excitat cu un semnal de înaltă frecvenţă (pentru senzorul respirator 16 MHz, iar în cazul Joystick-
uluicare este compus dintr-un ansamblu de trei astfel de senzori, doi dintre ei cu dimensiuni 
identice, avem 18 MHz şi 33 MHz). În momentul modificării impedanţei senzorului rezonant, 
datorată schimbării configuraţiei spaţiale ale obiectelor, a mişcării acestora în imediata proximitatea 
senzorului, tensiuea furnizată în punctul median al divizorul rezistiv îşi modifică valoarea. Repetorul 
(7) are rolul de a minimiza încărcarea senzorului prin impedanţa sa ridicată a intrării cât şi prin 
capacitatea scăzută a acesteia. Detectorul de anvelopă (8) extrage valoarea valoarea medie a 



tensiunii rezultate care este ulterior procesată în mod specific funcţie de tipul dispozitivului care 
utilizează senzorul. 

 
 
 
 

 

 

 

 

 

 

 

 

 
Creşterea sensibilităţii senzorului. Factorul de calitate Q al circuitului rezonant, cu frecvenţa 

de rezonanţă FR, este componenta cu influenţă esenţială asupra sensibilităţii senzorului. În Figura 2. 
se prezintă efectul factorului de calitate Q al senzorului rezonant asupra variaţiei impedanţei. La 
frecvenţa de rezonanţă FR, identică în starea iniţială cu frecvenţa F de excitaţie a senzorului, 
circuitul cu factorul de calitate, Q, cel mai ridicat (curba 1) are impedanţa ZRH iar cel de al doilea 
senzor are impedanţa ZRL. La apropierea unui obiect de senzor frecvenţa de rezonanţă a acestuia se 
modifică datorită modificării capacităţii sau inductanţei senzorului. În această situaţie frecvenţa de 
excitaţie a senzorilor F determină pentru senzorul cu factorul de calitate mai ridicat impedanţa ZH în 
timp ce senzorul cu pierderi mai mari va avea numai impedanţa ZL. Rezultatele diferenţelor între 
grupurile de impedanţe ZRH, ZH şi ZRL, ZL sunt net în avantajul senzorului cu factor de calitate 
ridicat obţinându-se în mod respectiv şi o variaţie superioară a tensiunii dată de divizorul rezistiv. În 
concluzie încărcarea dată de repetorul (7) (Figura 1.), modul de realizare fizică a sistemului (cablaj, 
conexiuni, etc.) influenţează  factorul de calitate şi deci sensibilitatea senzorului. 
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Anterior repetorul (7) a fost un simplu etaj de tip colector comun. Chiar în situaţia în care se 
folosea un tranzistor cu factor de amplificare mare, rezistoarele care polarizau etajul scădeau 
impedanţa de intrare a repetorului determinând simultan şi scăderea factorului de calitate al 
senzorului. Ulterior s-a folosit configuraţia prezentată în Figura 3. În acest mod, în semnal  senzorul 
(modelat prin inductanţa L şi capacitatea C) este conectat direct în baza tranzistorului Q5. Rezistenţa 
cu care este “încărcat” senzorul de repetor: 

rπ Q5 + (β Q5 +1) R echiv C 

nu mai este în paralel cu rezistoarele de polarizare a etajului (R11 şi R12). Chiar şi în această situaţie 
în care se pot atinge impedanţe în jur de 1 MΩ, se observă o creştere a sensibilităţii faţă de cazul 
repetorului pe emitor în configuraţia standard dar nu îndeajuns de mult. Aceasta se datorează parte şi 
rezistenţei de intrare a montajului, nu foarte mare, dar şi încărcării capacitive a senzorului dată de 
capacitatea bază emitor a tranzistorului Q5 în parale cu capacitatea bază colector al aceluiaşi 
tranzistor. În pasul următor s-a încercat folosirea unui amplificator operaţional în locul repetorului 
pe emitor, dar datorită frecvenţelor mai de lucru, care ajung până la 33 MHz, puţine amplificatoare 
operaţionale pot lucra în acest montaj. Soluţia adoptată are la bază amplificatorul operaţional LT 
1229 cu reacţie pe curent care are o lăţime de bandă de 100 MHz. Intrarea, conform foii de catalog 
[3], poate fi modelată cu un rezistor de 25 MΩ în paralel cu o capacitate de 3 pF. Încărcarea 
capacitivă redusă este de dorit deoarece în caz contrar nu numai se încarcă senzorul dar se 
micşorează semnificativ şi senzitivitatea senzorului la obiecte dielectrice. 

 

 

 

 

 

 

Joystick-ul virtual 
Prezentarea sistemului. Faţă de prima realizare a sistemului [3], anterioară grantului, noul 

sistem se prezintă în două versiuni funcţionale (prima capabilă să urmărească mişcarea mâinii în 
plan [4] în timp ce în cea de a doua versiune poate urmări un obiect în spaţiul de intrare 3D [5]). În 
plus faţă de sistemul prezentat în [3] este posibilă achiziţionarea simultană cu semnalul de mişcare şi 
a semnalului de tremur. 

 Joistick-ul virtual este un ansamblu de trei senzori inductivi comandaţi de tot atâtea circuite 
interfaţate cu un calculator personal prin intermediul unui DSP de tipul TMS320F240, Figura 4. În 
momentul în care mâna sau alt obiect este deasupra unuia dintre senzori semnalul generat de către 
sistemul corespondent va fi de amplitudine mare proporţional cu distanţa dintre mână/obiect şi 
senzor. Pentru a sesiza deplasarea mâinii în plan, de exemplu o mişcare stânga-dreapta, informaţia 
furnizată de un cuplu de doi astfel de senzori este utilizată pentru a evidenţia această deplasare. 
Deoarece grupul de senzori este implicat în determinarea de distanţe în spaţiul de intrare 3D cât şi în 
achiziţionarea semnalului de tremur suntem obligaţi să lucrăm în partea liniară a caracteristicii 
senzorului. Semnalul de mişcare achiziţionat este transmis prin portul de Joystick către unitatea 
centrală în timp ce semnalul de tremur este transmis serial. 

Figura 4. Prezentare sistem [5] 
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Sistemul de control al Joystic-ului şi de achiziţionare a semnalului de tremur.   “Inima” 
întregului sistem de comanda (schema este prezentată în anexa 1 iar realizarea practică în Figura 
5.) este procesorul de semnal TMS320F240 care împreună cu circuitele anexe îndeplineşte 
următoarele funcţii: furnizează semnalul de tact pentru filtrele digitale (în acest mod se poate 
modifica dinamic frecvenţa de tăiere ale acestora furnizând o informaţie mai bogată sau mai săracă 
spectral convertoarelor), achiziţionarea simultană (dar la frecvenţe de eşantionare diferite) a 
semnalelor de tremur respectiv mişcare, extragerea informaţiei de mişcare şi poziţie a obiectelor în 

spaţiul 3D de intrare, comandă trei potenţiometre digitale care furnizează calculatorului personal 
poziţia mâinii în spaţiul de intrare şi transmite serial semnalul de tremur al mâinii achiziţionat.  

Achiziţionarea semnalului de tremur se realizează cu un convertor extern conecta la DSP pe 
portul SPI. În sistemul care urmărea poziţia mâinii în plan [4] achiziţionarea semnalului de tremur se 
realiza cu ajutorul unuia dintre convertoarele interne DSP-ului dar datorită faptului că acest 
convertor este pe 10 biţi informaţia neliniară, haotică existentă în semnalul de tremur era distrusă de 
zgomotul de cuantizare. Încercări de a rezolva această problemă prin amplificarea semnalului nu au 
funcţionat deoarece se obţinea automat şi o reducere a domeniului din spaţiu în care se putea 
achiziţiona simultan semnalul de tremur cu cel de mişcare. Din acest motiv a fost necesar conectarea 
unui convertor extern pe 12 biţi. 
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Figura 6. Prezentarea interfeţei grafice a sistemului 



Softul care afişează poziţia mâinii în spaţiul de intrare tridimensional, preia şi afişează 
semnalul de tremur achiziţionat (Figura 6.) este scris în Visual C++. Interogarea portului se 
realizează prin setul de funcţii pus la dispoziţie de Microsoft™ prin SDK iar în partea grafică ne 
folosim de setul de controale aparţinând bibliotecii Measurement Studio ComponentWorks++™. 
Posibilitatea schimbării punctulului din care se face observarea spaţiului virtual sau salvarea 
semnalului de tremur sunt facilităţi oferite de program. Datorită sensibilităţii crescute a senzorului 
spaţiul de intrare în care se poate urmări prezenţa mâinii este de 40 x 48 x 20 cm.   

În partea inferioară a ferestrei de lucru este afişat un semnal de tremur. Deoarece timpul de 
transfer între DSP şi calculatorul personal este mare, aproape 7.15 secunde, iar în tot acest timp 
interfaţa grafică este îngheţată am fost obligaţi să găsim metode alternative de transfer. Problema a 
fost rezolvată prin crearea unui fir de execuţie independent în program, numai pentru transferul 
serial. În acest mod putem urmări poziţia mâinii în spaţiul de intrare tridimensional şi recepţiona 
datele serial concurent şi fără să facem nici un compromis.  

În concluzie putem spune că am obţinut un semnal de tremur “curat” fără a face nici o 
concesie calităţii acestuia sau procesului de urmărire a mâinii în spaţiul de intrare datorită 
următoarelor măsuri luate şi a particularităţilor sistemului: 

 banda de lucru a senzorilor este corespunzătoare achiziţionării semnalului de tremur 
datorită în principal frecvenţei înalte la care lucrează; 

 senzorului lucrează pe porţiunea liniară a caracteristicii, în acest mod se comportă ca 
un sistem liniar; 

 folosirea tehnicilor de procesare adecvate pe calea semnalului de tremur (de exemplu 
filtrul antialias este de tipul Bessel, cu răspuns liniar de fază); 

 utilizarea unui convertor pe 12 biţi; 
 transferul datelor între DSP şi calculatorul personal este realizat pe un fir separat de 

execuţie. 
 
 
 
 
 
 
 
 
 
 
 
 
Rezultate practice. Două din  rezultatele achiziţionării semnalului de tremur cu ajutorul 

Joystic-ului virtual sunt prezentate În Figura 7. Pentru obţinerea acestor rezultate utilizatorul 
sistemului a fost rugat să stea pe un scaun, cu palma într-o poziţie fixă deasupra sistemului de 
senzori, paralelă cu această suprafaţă. Braţul făcea un unghi de 30° cu planul orizontal. 

În prima înregistrare, mâna se afla la 15 cm faţă de suprafaţa senzorului în timp ce în cea de a 
doua distanţa era de 6 cm. Aceste date pot fi extrase şi din valoarea medie a celor două semnale.  

În aceiaşi figură se observă că în cea de a doua parte a înregistrării semnalul de tremur devine 
mai “zgomotos”, similar se poate observa şi în Figura 6. Acest lucru se întâmplă deoarece în ultima 
parte a înregistrărilor starea de oboseală se instalează. Deoarece pe toată durata înregistrărilor 

(a) 

(b) 
Figura 7. Semnale de tremur achiziţionate 



utilizatorul a fost rugat să-şi menţină mâna nemişcată, aproximativ 8.5 secunde, este normal ca 
semnalul de tremur sa-şi modifice caracteristicile de-a lungul acestei perioade. 

Parametrii semnalului de tremur. Programul extrage din semnalul de tremur achiziţionat 
următorii parametri: frecventa de baza – definita ca frecvenţa componentei spectrale de amplitudine 
maxima, raportul dintre energia spectrului de înalta frecventa si cel de joasa frecventa  (se  alege 
limita de 6 Hz între cele doua spectre; aceasta frecventa este considerata a fi la mijlocul dintre 
“tremurul de joasă frecvenţă” şi “tremurul de înaltă frecvenţă), perioada minimă şi cea maximă, 
varianţa acesteia, valoarea de vârf a amplitudinii, varianţa valorii de vârf, valoarea medie, 
indicele de periodicitate (raportul dintre puterea conţinută de componenta spectrala cu 
amplitudinea cea mai mare şi puterea totala a semnalului). 

 

 

 

 

 

 

 

 

 

 

 
Îmbunătăţirea performanţelor sistemului.  Din testele practice [6] efectuate mai multe 

deficienţe ale sistemului au ieşit în evidenţă. În primul rând s-a observat că există o influenţă dată de 
variabilitatea dimensiunilor mâinii asupra identificării exacte în spaţiul de intrare tridimensional a 
poziţiei acesteia. Datorită caracteristicii neliniare a senzorului la distanţe foarte mici între 
obiect/mană şi planul senzorilor se obţin estimări cu erori ale poziţiei. Modul foarte simplu de 
modelare a calculului distanţelor pe axa y (vezi Figura 4.) a determinat apariţia altor erori de 
determinare a poziţiei mâinii. 

Caracteristica distanţă/tensiune de ieşire a unui element senzitiv inductiv este prezentată în 
Figura 8. Se observă că pentru obiecte situate la distanţe foarte mici caracteristica începe să devină 
neliniară. Corecţia caracteristicii a fost realizată cu un sistem fuzzy cu o intrare şi o ieşire. Dacă 
valorile lingvistice de intrare sunt uniform distribuite, cele de ieşire sunt grupate asimetric spre 
stânga intervalului unde se află reprezentate în cazul nostru valorile mici ale distanţei. Din teste 
practice s-a constatat că un număr de opt valori lingvistice sunt îndeajuns pentru liniarizarea 
caracteristicii. Mai mult acest sistem fuzzy este utilizat şi pentru filtrarea zgomotului introdus de 
portul de achiziţie al plăcii de sunet (cel care îmi ia valoarea potenţiometrelor). Pentru atingerea 
acestui obiectiv funcţiile de apartenenţă ale intrării sistemului fuzzy sunt de tip trapezoidal. 

Modalitate de calcul în interiorul DSP a poziţiei pe axa Y (conform figurii 4) a mâinii în 
spaţiul de intrare utilizată în [4] şi [5] nu dădea rezultatele dorite. Din acest motiv s-a luat hotărârea 
calculării acestei poziţii în programul care rulează pe calculatorul personal. În acest mod DSP-ul 
furnizează prin cele trei potenţiometre pe care le comandă, portului de Joistick valorile brute ale 
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poziţiei mâinii, achiziţionate direct de la senzori. Sistemul fuzzy implementat cu ajutorul mediului 
de dezvoltare FuzzyTECH™ este prezentat în anexa 2, tot în aceiaşi anexă se prezintă şi o suprafaţă 
a sistemului fuzzy generată de acelaşi program considerând că valorile date de cei doi senzori mici 
(Ffigura 4.) de formă triunghiulară variază, iar senzorul mare întoarce o valoarea zero (mâna este 
foarte departe faţă de suprafaţa acestui senzor). Cu acelaşi sistem fuzzy s-a realizat şi compensarea 
variabilităţii dimensiunilor mâinii, prin realizarea a trei variante de sisteme fuzzy pentru trei 
tipodimensiuni diferite. La începerea sesiunii de lucru utilizatorul încearcă cele trei versiuni de 
sisteme şi îl selectează pe cel care va reproduce o deplasare cât mai fidelă a mâinii în spaţiul de 
intrare.  

 
Sistemul de achiziţionare şi prelucrare a semnalului respirator 
 

Prezentarea sistemului. Cu ajutorul acestui sistem achiziţionăm semnalul respirator a unei 
persoane care este aşezată pe un scaun fără nici un contact fizic între senzor şi aceasta. Sistemul se 
bazează pe sesizare mişcărilor cavităţii toracice bazându-ne pe acelaşi principiu de funcţionare dat 
de senzorul rezonant anterior prezentat. Senzorul este înglobat în spătarul unui scaun, Figura 9. Iar 
semnalul generat este achiziţionat cu ajutorul unei plăci de la National Instruments comandată de un 
soft scris în LabWindows CVI (C for Virtual Instruments). Problema esenţială care apare este 
generată de artefactele care perturbă semnalul respirator achiziţionat. Aceste sunt generate de: 
mişcările corpului, semnalele mioelectrice, curgerea sângelui sau mişcările inimii. Dintre aceste 
semnale perturbatoare, mişcările corpului au influenţa cea mai mare (în Figura 9. este prezentat un 
semnal respirator contaminat cu un artfact generat de o mişcare a mâinii drepte pe lângă corp). 
Pentru a înlătura aceste artefacte un senzor piezoelectric este plasat pe una dintre barele care susţine 
spătarul scaunului. Acest senzor ne va furniza în principal numai semnal de mişcare (în Figura 9. pe 
panoul softului de achiziţie, în partea de jos este prezentat semnalul de mişcare aferent, generat de 
senzorul piezorezistiv, artefactului care s-a suprapus peste semnalul respirator). 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 Figura 9. Sistemul şi softul de achiziţie 
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 Pentru eliminarea artefactelor vom prezenta două metode adaptive. La sfârşit în urma 
analizei performanţelor furnizate de fiecare metodă în parte o vom alege pe cea care se potriveşte cel 
mai bine scopurilor noastre.  

Necesitate utilizării metodelor adaptive este dată în principal de imposibilitatea metodelor 
clasice (filtrări) de a rezolva această problemă. Deoarece amplitudinea artefactului este de câteva ori 
mai mare decât semnalul util, artefactul se suprapune atât în domeniul timp cât şi în frecvenţă peste 
semnalul util iar mecanismul de cuplare între semnalul respirator şi artefact este distribuit şi foarte 
complex tehnicile de filtrare nu pot furniza rezultatul dorit. Pentru eliminarea artefactelor de mişcare 
am utilizat două metode, prima bazată pe metoda nulorului de zgomot iar cea de a doua bazată pe o 
tehnică statistică de tipul Blind Source Separation. 

 

 

 

 

 

 

 

 
Nulorul de zgomot. Schema bloc de reprezentare a aceastei metode este prezentată în Figura 10. 
Ecuaţiile care stau la baza funcţionării sistemului prezentat în figura alăturată sunt: 
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Deoarece semnalul de respiraţie şi cel de mişcare sunt necorelate, putem scrie: 
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în concluzie: respS≅ε . 
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Figura 11. Semnalul respirator afectat de artefacte; 
Semnalul de mişcare; Integrala semnalului de mişcare. 



Pentru eliminarea artefactelor de mişcare o primă structura adaptivă folosită a fost un filtru 
de tip FIR antrenat cu algoritmul LMS. Rezultatele au fost foarte slabe. Acest fapt s-a datorat în 
principal existenţei unei corespondenţe neliniare între ieşirea sistemului şi intrare pe care filtrul FIR 
nu o putea modela. 
 Înlocuirea acestui filtru cu o reţea neuronală antrenată cu algoritmul de propagare inversă a 
erorii nu a produs într-o primă etapă rezultatele scontate. La ieşirea sistemului semnalul de eroare 
devenea zero, reţeaua suprimând simultan atât artefactul de mişcare cât şi semnalul respirator. 
Ecuaţiile scrise anterior sunt date pentru situaţia ideală. Semnalul de la intrarea structurii adaptive în 
situaţia reală nu este exclusiv o formă modificată a semnalului de mişcare Smov1 – în cazul nostru 
Smov2. La intrarea reţelei neuronale regăsindu-se şi semnal respirator. Existenţa celor două 
componente dă posibilitatea reţelei să înveţe şi semnalul respirator iar la ieşire vom obţine un 
semnal care va minimiza eroarea ε, astfel este eliminat semnalul respirator. Pentru a preîntâmpina 
acest efect am împărţit cele două semnalele de intrare, furnizate de traductori,  în segmente şi am 
antrenat reţeaua numai pe acele porţiuni în care artefactul este prezent [8]. Observând similitudinea 
existentă între porţiunile din semnalul respirator afectate de artefact şi integrala semnalului de 
mişcare dat de senzorul piezoelectric (prima şi ultima formă de undă din Figura 11.) şi introducând 
această informaţie în reţeaua neuronală, în urma antrenării reţelei, s-a obţinut rezultatul prezentat în 
Figura 12. Semnalul din Figura 12 este unul de test, diferit de cele care formau setul de antrenare 
deci unul pe care reţeaua nu l-a văzut niciodată.  
 
 
 
 
 
 
 
 
 

Metoda de anulare a artefactelor Blind Source Separation. Schema bloc de implemetare a 
metodei este prezentată în Figura 13. Clasa de metode utilizate pentru separare a două sau mai 
multe surse de semnal, necunoscute, independente, mixate de un sistem liniar fără a avea cunoştinţe 
legate de modul în care s-a realizat mixarea stă la baza celei de a doua abordări utilizată pentru 
înlăturarea adaptivă a artefactelor de mişcare. În situaţia noastră noi avem două surse de semnal 
(semnalul respirator dat de mişcările cavităţii toracice şi cel de mişcare dat de schimbarea poziţiei 
corpului, mişcarea mâinii sau a altor părţi ale corpului) achiziţionate de doi senzori diferiţi după ce 
aceste semnale au fost mixate prin funcţia de transfer a corpului omenesc şi a scaunului.  

  

 

 

 

 

Figura 12. Semnalul respirator contaminat de artefacte de 
mişcare. Rezultatul înlăturării artefactului [7]. 
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În Figura 13. ieşirea primei reţele neuronale, o versiune procesată a ieşirii y2, antrenate cu 
algoritmul anti-Hebian utilizându-se pentru aceasta informaţia de croscorelaţie între ieşirile y2 şi y2, 
este scăzută din intrarea f1. Sistemul astfel construit devine stabil [9] numai în cazul în ieşirea y1 = 
sresp iar y2 = smov (pentru situaţia în care semnalul respirator, sresp, şi semnalul de mişcare smov sunt 
ortoganele între ele).  

În Figura 14. se prezintă rezultatele separării adaptive a semnalului de mişcare de cel 
respirator cu ajutorul metodei Blind Source Separation. Prima formă de undă este semnalul de 
mişcare integrat, cea din mijloc semnalul respirator contaminat cu artefacte de mişcare iar în ultima 
se observă rezultatul prelucrării. 

 

 

 

 

 

 

 
Concluzii. Caracteristica nestaţionară a semnalului de mişcare determină performanţele slabe 
obţinute de către reţeaua neuronală (Figura 12.) comparativ cu cea antrenată cu algoritmul anti-
Hebbian (Figura 14.). Ultima metodă fiind foarte eficace în separarea semnalelor local nestaţionare 
[9]. Totodată cea de a doua structură adaptivă prezentată este mai simplă iar algoritmul de calcul al 
ponderilor este mai rapid şi mai simplu. În concluzie datorită vitezei de lucru şi de adaptare a 
ponderilor superioară reţelei neurale multistrat, cea de a doua metodă este preferată. Mai mult 
algoritmul de antrenare este unul nesupervizat. Însumând toate aceste avantaje decizia finală a 
înclinat net în favoarea algoritmului Blind Source Separation. 
 
 

Concluzii finale 
 

Cele două sistemele propuse în cadrul grantului, algoritmii realizaţi cât şi soluţiile adoptate 
conduc la obţinerea a două semnale, respiraţie şi tremur,  capabile să furnizeze acele trăsături 
necesare discriminării stărilor  utilizatorului. 

Circuitele realizate sunt sensibile şi au preţul redus iar senzorul este foarte sensibil, uşor de 
realizat şi ieftin. Utilizarea în aceste sisteme a dispozitivelor programabile (DSP-ul TMS320F240) 
conferă un grad sporit de flexibilitate. Comutarea între sistemul tridimensional de sesizare a poziţiei 
şi mişcărilor mâinii la cel bidimensional şi invers se poate realiza în mai puţin de un minut. 
Dezvoltările ulterioare ale sistemului sunt foarte uşor de pus în practică datorită arhitecturii foarte 
flexibile. 

În cadrul acestei cercetări au fost atinse toate obiectivele propuse pentru a fi realizate de 
către colectivul de cercetare constând în realizarea unor subrutine pentru înlăturarea artefactelor, 
extragerea de parametri din semnalul de tremur, implementarea, testarea şi perfecţionarea unor 
dispozitive de intrare noncontact care vor fi utilizate în faza a doua a proiectului. Colectivul de 
cercetare a valorificat rezultatele obţinute prin publicarea de lucrări în reviste şi volume ale unor 
conferinţe internaţionale [4], [5], [6], [7]. 

Figura 14. Integrala semnalului de mişcare; Semnalul respirator contaminat cu un artefact de mişcare; Rezultatul 
eliminării adaptive a semnalului de mişcare [7]. 
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Etapa 2003 
 

3. Determinarea metodologiei de punere in evidentă a stării de oboseala şi analiza influentelor 
externe care pot apare.  
4. Construirea clasificatorului. 

 
 

Introducere, obiective 
În cadrul acestui proiect de cercetare s-a continuat, dezvoltat şi finalizat Complexul 

Bioinstrumental de Evaluare a Stării Biopsihice a Persoanelor Care Desfăşoară Activităţi 
Supuse la Stres, început în prima etapă a grantului şi anterior acesteia, prin analiza stării de 
oboseală, realizarea părţii soft de extragere a trăsăturilor şi preprocesare iar în final de 
construire a clasificatorului. 

Cercetarea şi-a propus să rezolve şi a rezolvat următoarele obiective: 
• Determinarea unei metodologii coerente de: 

 realizare a protocolului de achiziţie a datelor şi 
 stabilire, inducere, evidenţiere şi determinare a stării de oboseală.  

• S-a răspuns la următoarele întrebări fundamentale: 
 Există în semnalul de tremur informaţii care să reflecte starea odihnit/obosit a 

unui subiect uman? 
 Există vreo deosebire între starea de oboseală indusă forţat când subiectul 

este odihnit şi cea neuro-fizică atinsă la sfârşitul unei zile de muncă? Le 
putem diferenţia între ele prin intermediul semnalului de tremur? 

 Dacă pe fondul unei oboseli neuro/fizice inducem forţat mai multă oboseală fizică 
am putea să realizăm o diferenţiere între starea indusă şi cea existentă? 

• Analiza alegerii unui tip de clasificator 
• Realizarea clasificatorului 

Identificarea stării de oboseală din semnalul de tremur este dificilă chiar datorită celor două 
componente care formează premisele iniţiale: tremurul şi starea de oboseală. 

Tremurul este unul dintre cele mai puţin investigate procese ale organismului uman. Din 
punct de vedere medical evaluarea tremurului este la ora actuală o tehnică aflată la începuturi şi, mai 
mult, o clară caracterizare a acestui semnal nu există. Singurele rezultate existente sunt pentru 
situaţiile patologice (de exemplul în cazul afecţiunii Parkinson) în timp ce pentru subiecţi sănătoşi 
mecanismul apariţiei tremurului, sau a influenţelor generate de: stările afective, intoxicări, vârstă, 
etc. nu sunt cunoscute sau nu sunt complet înţelese.  

Studii efectuate asupra stării de oboseală corelată cu diferite afecţiuni se regăsesc pe larg în 
literatura de specialitate, dar din păcate datorită evidenţelor care subliniază existenţa unor diferenţe 
clare între starea de oboseală manifestată de subiecţii sănătoşi faţă de starea de oboseală a celor 
bolnavi  

[1], toate aceste cercetări sunt nefolositoare abordării de faţă. Chiar şi în cazul diferitelor 
afecţiuni însoţite şi asociate cu stări de oboseală nu este clar dacă oboseala poate fi considerată o 
cauză, un mediator sau un rezultat al degradării stării de sănătate a pacienţilor [2]. Pentru persoanele 
sănătoase se cunosc destul de puţine informaţii legate sau corelate cu starea de oboseală. 



În cadrul acestui raport sinteză se prezintă rezultatele, analizele şi concluziile obţinute atât în 
legătură cu posibilităţile de evidenţiere în mod neambiguu a stării obosit/odihnit, a unui subiect, cât 
şi anumite concluzii trase pentru îmbunătăţirile viitoare ale sistemului de clasificare. 

Subiecţii 
Pentru acest studiu au fost selectaţi şase subiecţi. Toţi aceştia fiind sănătoşi fără probleme 

endocrine, neuronale sau alte afecţiuni acute sau cronice (diabet, SIDA, cancer, diferite alergii, etc.) 
şi fără deficienţe de Ca2+ sau Mg2+ care ar putea determina şi influenţa tremurul. Toate aceste 
limitări sunt impuse deoarece, după cum s-a prezentat anterior, starea de oboseală pentru persoanele 
cu diferite afecţiuni este net diferită faţă de aceeaşi stare existentă în subiecţii sănătoşi [1]. Mai mult, 
toţi cei şase participanţi la acest studiu nu au luat medicamente pe toată perioada înregistrărilor cât şi 
pe o perioadă de o săptămână anterioară începerii înregistrărilor.   

Doi dintre subiecţi au fost de sex feminin. Cinci dintre ei au fost persoane tinere (26.6 ± 3 
ani, vârsta medie ± deviaţia standard) şi numai un singur participant a fost în vârstă – 53 de ani. Toţi 
subiecţii au participat voluntar la înregistrări şi şi-au dat consimţământul în scris. 

 

Protocolul şi metodologia înregistrării datelor 
Într-o singură sesiune de la fiecare subiect s-au efectuat patru cicluri de înregistrări. Durata 

unei singure înregistrări din ciclu a fost de 90 de secunde. Cele patru cicluri de înregistrări, pentru 
un singur subiect, nu au fost executate consecutiv. Fiecare subiect urmând celui anterior până când  
toate cele patru cicluri au fost terminate. Anterior ultimul ciclu din înregistrare fiecare subiect a fost 
rugat să ţină în mână (de la care se înregistrează tremurul) un obiect în greutate de 4 Kg timp de 4 
minute. Braţul a fost ţinut întins orizontal, în planul transversal al corpului. Prin această metodă s-a 
indus forţat starea de oboseală. Într-o singură zi fiecare subiect a fost supus la două sesiuni de 
înregistrări. Prima sesiune a avut loc la ora 800 dimineaţa (când s-a presupus că toţi subiecţii sunt 
odihniţi) în timp ce cea de a doua a avut loc începând cu ora 1430 când s-a considerat că starea de 
oboseală s-a instalat. În toată perioada dintre cele două sesiuni de înregistrări subiecţii au fost rugaţi 
sa-şi desfăşoare activităţile lor zilnice, normale. Toate aceste înregistrări au fost efectuate pe durata 
a 7 zile lucrătoare, consecutive.  

 

 

 

 

 

 

 

 
Înregistrările au fost efectuate cu ajutorul Joystick-ul Virtual dezvoltat în prima etapă a 

acestui grant. În toate ciclurile de înregistrări subiecţii au fost rugaţi să menţină aceeaşi poziţie a 
mâinii, deasupra senzorului cu cele mai mari dimensiuni. Poziţia mâinii a fost indicată la începutul 
ciclului de înregistrare de către cel care a supervizat înregistrările. Poziţia iniţială a fost cu palma 
paralelă cu suprafaţa senzorului, centrul palmei fiind fix deasupra centrului geometric de greutate al 
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Figura 1. O imagine cu fereastra principală a aplicaţiei care controlează 
Joystick-ul Virtual 



senzorului planar, cu braţul întins. Distanţa pe verticală faţă de planul senzorului a fost marcată cu o 
riglă susţinută de un suport. În plus poziţionarea corectă a mâinii a fost controlată suplimentar şi cu 
ajutorul interfeţei grafice, vezi Figura 1. Pe toată durata înregistrărilor, subiecţii, au stat pe un scaun 
într-o poziţie comodă. Deoarece starea de oboseală este de aşteptat să se instaleze în ultima parte a 
celor 90 de secunde ale unui ciclu de înregistrare numai primele şi ultimele 20 de secunde au fost 
păstrate pentru analiză. Pe toată durata ciclului de înregistrare subiecţii nu au avut nici un control 
vizual al poziţiei mâinii, direct sau prin interfaţa grafică a Joystick-ului Virtual. În acest mod orice 
posibilitate de bio-feedback a fost înlăturată. 

Rata de eşantionare a semnalului de tremur a fost de 250 Hz şi în total am obţinut 10.000 de 
eşantioane pentru fiecare ciclu de înregistrare: 5.000 din primele 20 secunde în timp ce restul au fost 
obţinute din ultimul segment de 20 de secunde. Fiecare segment de 20 de secunde a fost caracterizat 
de un vector cu 9 elemente – trăsături ale semnalului. Într-o sesiune 48 astfel de vectori de trăsături 
au fost obţinuţi (2 vectori de trăsături/ciclu/subiect x 4 cicluri x 6 subiecţi). Astfel la sfârşitul unei 
zile 96 de serii de timp au fost obţinute. În mod corespunzător după 7 zile de înregistrări 672 de 
vectori de trăsături au fost adunaţi. 

Programul utilizat atât pentru controlul Joystick-ul Virtual cât şi pentru gestionarea/salvarea 
seriilor înregistrate a fost scris în MicrosoftTM Visual C++, utilizându-se controale grafice din 
pachetul Measurement Studio ComponentWorks++ de la National InstrumentsTM, şi este o versiune 
îmbunătăţită a programului prezentat în  [3] şi [4] dezvoltat în prima etapă a acestui grant. 

 
 
 
 
 
 
 
 

Preprocesarea datelor 
În cadrul etapei de preprocesare s-a urmărit în principal eliminarea semnalelor perturbatoare. 

Preprocesarea este realizată în două etape, diferenţiate între ele în principal prin locul unde se 
execută acestea. În prima etapă realizată la nivelul Joystick-ului Virtual semnalul este filtrat trece 
jos cu ajutorul unui filtru Bessel cu răspuns liniar în fază, a cărui frecvenţă de tăiere este de 60 Hz. 
Semnalul de tremur este în continuare eşantionat şi ulterior digitizat pe 12 biţi de către DSP-ul 
component al Joystick-ul Virtual, în Figura 2. (a) este prezentat un astfel de semnal. 

Tremurul este o mişcare complexă, compusă din componente care derivă din mişcările 
respiratorii cât şi din alte tipuri de mişcări care nu au nici o legătură cu acesta cum ar fi activitatea 
inimii. Mişcările respiratorii îşi aduc aportul mai ales în partea inferioară a spectrului semnalului de 
tremur. În concluzie aceste componente ale semnalului respirator trebuiesc eliminate ţinând cont că 
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semnalul respirator, pentru o persoană adultă, are frecvenţa fundamentală în intervalul 0.1 Hz ... 0.3 
Hz cu o bandă care începe de la 0.05 Hz şi se întinde până la maximum 3 Hz. 

După ce semnalul de tremur este recepţionat de către PC, în mod serial, de la Joystick-ului 
Virtual, Figura 2. (a), este ulterior filtrat soft de către un filtru trece sus cu frecvenţa de tăiere la 1 
Hz, obţinându-se un semnal similar cu cel din Figura 2.(b). După o reducere a zgomotului cu 
ajutorul unei ferestre de mediere pe 10 eşantioane se obţine un semnal similar cu cel din Figura 
2.(c). 

În principal deoarece o parte dintre parametrii pe care îi extragem sunt legaţi de domeniul 
spectral şi deoarece în domeniul frecvenţă dorim o determinare precisă a componentelor spectrale se 
aplică o tehnică de tip ferestruire pentru a minimiza problema dispersiei spectrale (spectral leakage). 
Fereastra de tip Hanning a fost aleasă în principal datorită rezoluţiei spectrale foarte bune (lăţimea 
lobului principal al ferestrei la –3 dB este de 1.44 linii spectrale) cât şi a ratei de atenuare a lobilor 
secundari (–60 dB/decadă).  

 

Trăsăturile 
Nouă trăsături au fost extrase din fiecare serie de timp înregistrată. Trăsăturile utilizate sunt: 

frecvenţa „principală”, varianţa acesteia, lăţimea componentei principale a semnalului de tremur, 
varianţa lăţimii componentei principale, puterea semnalului, varianţa puterii, raportul dintre puterea 
componentelor spectrale de joasă frecvenţă şi a celor de înaltă frecvenţă (denumit high-to-low ratio), 
varianţa acestui raport şi deviaţia standard a semnalului. 

Frecventa „principala” este definită ca acea frecvenţă care corespunde componentei spectrale 
de amplitudine maximă a spectrului Fourier, Figura 2.(d).  În analiza semnalului de tremur frecvenţa 
„principală” este un parametru important folosit pe larg [5], [6]. 

Pentru estimarea frecvenţei principale şi reducerea fenomenului de dispersie spectrală dat de 
procesul de eşantionare (picket-fence effect) o mediere ponderată este utilizată în estimarea 
frecvenţei componentei spectrale de amplitudine maximă: 
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în relaţia (1), Power(i) este puterea liniei spectrale i,  j este indexul liniei spectrale de amplitudine 
maximă a cărei frecvenţă dorim să o evaluăm, în timp ce Δf = fs/N (fs – fiind frecvenţa de 
eşantionare iar N – numărul de puncte a secvenţei înregistrate). În cazul nostru, pentru  fs = 250 Hz 
şi N = 1024 rezultă o rezoluţie în frecvenţă Δf = 0.244 Hz. O fereastră alunecătoare de 1024 de 
eşantioane a fost folosită numai pentru determinarea frecvenţei „principale”, a dispersiei frecvenţei 
principale şi a lăţimii componentei principale. Această fereastră cu 1024 de puncte a fost aleasă în 
principal din dorinţa de a obţine o rezoluţie spectrală foarte bună. Pentru determinarea celorlalte 
trăsături ale semnalului de tremur o fereastră de 512 eşantioane a fost utilizată. Alegerea variaţiei 
indexului i în domeniul ±3, în estimarea frecvenţei componentei principale, a fost datorită de două 
constrângeri. În primul rând variaţia acestui parametru este mai largă decât lăţimea lobului principal 
al ferestrei Hanning şi, în al doilea rând, din punctul de vedere al semnalului de tremur această 
variaţie este destul de largă, minimizând totodată şi  probabilitatea de a interfera cu o altă 
componentă spectrală.  



Lăţimea componentei spectrale principale a fost estimată cu relaţia (2) unde parametrul NPBW este 
lăţimea de bandă a puterii zgomotului ferestrei, ceilalţi parametri şi funcţii fiind similari cu cei din 
relaţia (1). 
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Totodată am reconfirmat remarca făcută în [7] unde s-a observat, în mai multe situaţii, că sub 
efort muscular spectrul semnalului de tremur începe să se modifice în mod substanţial, prin scăderea 
în amplitudine a frecvenţei principale a semnalului de tremur şi regularizarea mişcărilor de tremur 
care determină scăderea energiei la frecvenţe „înalte”. Ştiind această trăsătură a procesului am ales 
un parametru care să reflecte aceste modificări. Astfel raportul dintre puterea regiunii de „joasă” 
frecvenţă şi a celei de „înaltă” frecvenţă (utilizându-se pragul de 6 Hz pentru a diferenţia cele două 
regiuni) ar putea să reflecte aceste modificări. În principal acest prag frecvenţial a fost ales de către 
medici şi este presupus a exista între tremurul de „joasă” frecvenţă şi cel de „înaltă” frecvenţă [8]. 
Acest prag are relevanţă medicală şi caracterizează, prin compararea cu frecvenţa de bază a 
semnalului de tremur, diferite stări patologice. In cazul nostru toţi subiecţii sunt persoane sănătoase 
şi, după o inspecţie vizuală a componentelor spectrale ale semnalului de tremur pentru mai multe 
serii de timp, am observat că puterea semnalului este în principal concentrată în jurul componentelor 
spectrale de „joasă” frecvenţă, numai o mică parte depăşind bariera de 6 Hz. Din acest motiv se 
propune utilizarea unei frecvenţe de 4 Hz şi se va testa utilitatea acestui nou prag. 

 
 

Analiza stării de oboseală 
Într-un studiu [20] efectuat în urmă cu un deceniu a fost evidenţiată existenţa a două 

componente distincte ale stării de oboseală: cea mentală şi cea fizică. Aceste rezultate au fost 
confirmate [10] peste câţiva ani când dintre cele cinci dimensiuni evidenţiate ale stării de oboseală 
două: oboseala fizică şi cea mentală s-au diferenţiat. Într-un studiu foarte recent [11] aceleaşi două 
manifestări ale stării de oboseală (fizică şi mentală) au fost puse din nou în evidenţă. 

Din aceste perspective, determinarea numărului corect de clase existente în setul de date 
devine o prioritate şi mai mult o necesitate pentru o corectă realizare a sistemului de clasificare. Încă 
din faza iniţială când s-a dezvoltat metodologia realizării înregistrărilor se pot diferenţia mai multe 
situaţii distincte. De exemplu setul de date achiziţionat în sesiunea de înregistrări realizate dimineaţă 
este compus din două subseturi distincte: înregistrările efectuate ulterior inducerii în mod forţat a 
stării de oboseală (după ce fiecare subiect a ţinut în mănă un obiect de 4 Kg) şi restul înregistrărilor. 
În mod similar în sesiunea de înregistrări efectuată dupăamiaza se pot distinge două tipuri diferite de 
situaţii. În acest context vom încerca să răspundem la următoarele întrebări: 

Există în semnalul de tremur informaţii care să reflecte starea odihnit/obosit a unui 
subiect uman? 

Există vreo deosebire între starea de oboseală indusă forţat când subiectul este 
odihnit şi cea neuro-fizică atinsă la sfârşitul unei zile de muncă? Le putem diferenţia între 
ele prin intermediul semnalului de tremur? 

Dacă pe fondul unei oboseli neuro/fizice inducem forţat mai multă oboseală fizică 
am putea să diferenţiem între starea indusă şi cea existentă? 
Numărul de clase existent într-un set de date poate fi determinat prin mai multe metode: 



 în mod apriori, dacă avem informaţii suplimentare despre problemă, 
 în mod automat prin utilizarea unei măsuri de validitate a clasei [9] şi 
 printr-un proces iterativ de introducere a unor noi centri de clusterizare până când o 

măsură a validităţii clasificării [13] începe să scadă, sau se poate utiliza un proces invers 
de combinare a claselor existente. 

Pentru a răspunde la întrebările anterioare prezentate am utilizat algoritmul k-means pe 
diferite seturi de date pentru a încerca să vedem dacă putem discrimina între posibilele cazuri 
prezentate anterior şi pentru a determina simultan numărul corect de clase existente în setul de date. 

Pentru a ne forma o părere a separabilităţii claselor vom determina pentru fiecare vector de 
trăsături un parametru numit silhouette. Silhouette reprezintă o măsură a similarităţii unui punct faţă 
de punctele din clasa căreia îi aparţine pe drept în comparaţie cu punctele altor clase.  Acest 
parametru ia valori între – 1 şi + 1. Dacă un vector de trăsături ia valoarea +1, atunci acesta este 
corect clasificat şi este distant faţă de vectorii de trăsături ai claselor vecine. O valoare egală cu zero 
simbolizează un punct care nu poate fi atribuit cu certitudine nici unei clase în timp ce o valoare 
egală cu –1 caracterizează un vector de trăsături prost clasificat. 

Să presupunem că am reuşit să clasificăm vectorii de trăsături în k grupuri, A este un cluster 
care conţine în mod legitim vectorul de trăsături xi, în timp ce Ck reprezintă orice altă aglomerare de 
puncte diferite de A. În aceste condiţii parametrul Silhouette pentru un vector este definit:  
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în timp ce ( )ji xxd ,  reprezintă distanţa între vectorii de trăsături ix  şi jx iar { }Ano  este numărul de 
elemente care compune aglomerarea de puncte A. 

În [14] a fost propus pentru prima dată ideea utilizării valorii medii a Silhouette pentru 
estimarea numărului optim de clase. Metoda alege drept număr optim de clase acea valoare care 
maximizează valoarea medie a lui Silhouette pe întreg setul de date. Din experienţă s-au desprins o 
serie de intervale de apartenenţă a parametrului care determină diferite grade de coeziune pentru 
clasele găsite, Tabelul 1. 

Tabelul 1.  Interpretarea valorii medii a siluetei 

Valoare 
Silhouette 

Interpretare 

0.71  …  1.00 Setul de date prezintă structuri şi clase 
puternice. 

0.51  …  0.70 Structurile găsite sunt rezonabile 

0.26  …  0.50 Structurile găsite sunt slabe sau pot fi 
artificiale. 

< 0.25 Nu s-a găsit nici o structură coerentă 

Deoarece algoritmul k-means prezintă o serie de probleme (sensibilitate la zgomote şi la 



valorile aberante, clasele trebuie să aibă suprafeţe convexe, algoritmul este adesea prins în minime 
locale) un număr de precauţii trebuiesc avute în vedere. Tot din acest motiv acest algoritm nu va fi 
utilizat în clasificare ci doar în determinarea numărului de clase.  

Rezultatele care sunt prezentate în continuare sunt cele mai bune obţinute din 10 rulări 
consecutive a algoritmului k-means pentru fiecare în parte, alegând de fiecare dată un nou set, 
generat aleator, de centrii ai claselor. În acest mod se încearcă evitarea „agăţării” algoritmului în 
optime locale. Pentru eliminarea valorilor aberante s-au efectuat teste cu două seturi de date, 
realizându-se la sfârşit o comparaţie a performanţelor pentru fiecare set în parte. Primul set de date 
conţine întregul număr de vectori de trăsături din care au fost eliminaţi toţi vectorii care au valorile 
pentru cel puţin o trăsătură în afara intervalului [-3σ, +3σ] faţă de media statistică a trăsăturii 
respective, unde σ reprezintă deviaţia standard corespunzătoare trăsături. Pentru cel de al doilea set 
domeniul de variaţie a fost redus la [–2σ, +2σ]. Rezultatele prezentate mai jos sunt obţinute pe 
primul set de date, în principal deoarece: nu s-a observat o îmbunătăţire spectaculoasă a 
performanţelor pentru setul restrâns de date şi, mai mult, în paşii următori (în momentul construcţiei 
clasificatorului) dorim un set de date cât mai bogat pentru antrenare. 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
În prima analiză a stării de oboseală utilizăm în mod exclusiv numai seriile de timp 

achiziţionate dimineaţa şi dorim să vedem dacă există posibilitatea de a discrimina între starea de 
oboseală indusă forţat şi cea de odihnă, normală, existentă dimineaţa. Algoritmul de clusterizare  a 
fost iniţializat pentru început în ipoteza existenţei doar a două clase. După terminarea procesului 
iterativ de asociere a vectorilor la clase şi recalculare a centrilor claselor, valoarea parametrului 
silhouette a fost determinată pentru toţi vectorii de trăsături şi s-a obţinut reprezentarea grafică din 
Figura 3.(a). În figura Figura 3.(a) reprezentarea grafică este dată pentru utilizarea limitei de 6 Hz 
între raportul spectral de putere de joasă şi înaltă frecvenţă . Valoarea medie a parametrului 
silhouette, pentru ipoteza existenţei doar a două clase în setul de date, a fost de 0.3905. Când 
numărul de clase a fost crescut, valoarea medie a parametrului silhouette, pentru trei clase, a fost de 

(a) (b) 

Figura 3.  Reprezentarea grafică a silhouette pentru (a) două şi (b) trei clase – 
pentru întreg setul de date înregistrat numai dimineaţa [17] 

  

(a) (b) (c) 

Figura 4. Reprezentarea grafică a silhouette pentru (a) două, (b) trei şi (c) patru clase [19] 



0.3539 şi a continuat să scadă în continuare odată cu creşterea numărului claselor. În concluzie 
numărul corect de clase este doi şi se poate observa că putem diferenţia între stările obosit/odihnit 
folosindu-ne numai de informaţia conţinută în semnalul de tremur. 

Pentru a evalua influenţa frecvenţei care defineşte raportul între puterea spectrală de joasă şi 
înaltă frecvenţă, algoritmul k-means a fost utilizat din nou, singura modificare fiind făcută în cadrul 
vectorilor de trăsături unde pentru raportul de puteri  limita este acum de 4 Hz restul condiţiilor şi 
constrângerilor fiind păstrate. Valoarea medie a parametrului silhouette a fost de 0.3904,  pentru 
două clase, şi de 0.3536, pentru trei clase, continuând să scadă în continuare pentru o creştere 
continuă a numărului de clase. Aceste rezultate demonstrează că utilizarea limitei de frecvenţă de 4 
Hz nu aduce nici o îmbunătăţire spectaculoasă a rezultatelor. 

 
 
 
 
 
 
 
 
 
Abilitatea de a diferenţia între starea de oboseală indusă şi cea neuro-musculară existentă în 

subiecţi spre sfârşitul programului de lucru a fost investigată în continuare. Setul de date utilizat a 
fost format din toate înregistrările efectuate dimineaţa, când starea de oboseală a fost indusă forţat, 
şi din întregul set de serii de timp achiziţionat spre sfârşitul zilei de muncă. Valoarea medie a 
parametrului silhouette a fost de 0.4074 pentru cazul în care s-a presupus existenţa doar a două clase 
în setul de date, ulterior crescând la 0.4565 când s-a presupus existenţa a trei clase şi a continuat să 
descrească ca valoare pentru creşterea continuă a numărului de clase, Figura 4. De exemplu pentru 
trei clase valoarea medie a parametrului a fost de 0.374. Limita de frecvenţă a fost luată la 6 Hz. 

Când limita de frecvenţă a fost aleasă la 4 Hz valoarea medie a siluetei, conform Figura 5., a 
luat valoarea 0.4074 pentru două clase, 0.4566 pentru trei clase şi 0.3738 pentru patru clase. Din nou 
nu se observă nici o îmbunătăţire substanţială.  

În concluzie, în semnalul de tremur se regăsesc informaţii care să reflecte starea de oboseală a 
subiectului şi, mai mult decât atât, putem să diferenţiem nu numai între starea de oboseală indusă 
forţat (care este în principal musculară) şi cea care se instalează  la sfârşitul unei zile de lucru dar 
chiar în setul de date înregistrat dupăamiaza putem diferenţia între cele două stări de oboseală 
particulare. 

După cum se observă din Tabelul 1. corelat cu valorile medii ale parametrului silhouette 
obţinute de noi, una dintre posibilele interpretări este aceea că structurile observate sunt artificiale şi 
în concluzie întreaga analiză prezentată anterior este falsă. În principal deoarece pentru fiecare 
vector de trăsături cunoaştem contextul în care am făcut înregistrarea şi deci clasa de apartenenţă şi 
bazându-ne şi pe rezultatele care vor fi prezentat în secţiunea următoare tragem concluzia că ipoteza 
unei structuri de date slabe este cea corectă. 

 

Analiza claselor şi alegerea clasificatorului 
Pentru a avea o înţelegere intuitivă a setului de date şi a problemelor pe care acesta îl va ridica 

clasificatorului, informaţia de la ieşirile unei reţele de tipul PCA a fost utilizată pentru vizualizarea 

(a) (b) (c) 

   

Figura 5.  Reprezentarea grafică a silhouette pentru (a) două, (b) trei şi (c) patru clase [19] 



într-un spaţiu 3D a posibilelor structuri existente în noul set de date obţinut prin proiecţia setului 
iniţial prin reţeaua PCA. Reţeaua PCA a fost implementată utilizându-ne de regula de învăţare 
nesupervizată  Hebbiană generalizată propusă în [15]: 
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suma după k în relaţia (7) este un termen de ortonormalizare utilizat pentru convergenţa 
algoritmului. S-a demonstrat că pentru valori mici ale ratei de învăţare η algoritmul converge pentru 
orice condiţii iniţiale existente [16]. Reţeaua a fost oprită în momentul în care cantitatea cu are 
variau ponderile de la un pas la următorul a coborât sub un prag ε = 0.0005. Pentru a fi siguri de 
corectitudinea alegerii momentului opririi vectorii de ieşire rezultanţi au fost testaţi utilizându-se 
proprietăţile specifice vectorilor proprii. fiind calculată pentru setul de vectori de la ieşirea reţelei 
PCA. 
 
 
 
 
 
 
 
 
 
 
 

Deoarece am avut posibilitatea de a calcula matricea de corelaţie a setului de date de ieşire din 
PCA, în timp real, cu ajutorul unei reţele antrenată cu algoritmul Hebbian forţat, dar eram interesaţi 
în determinarea matricii de  covarianţă, media a fost înlăturată din toţi vectorii setului de date de la 
intrare reţelei PCA. În acest mod matricea de corelaţie calculată a fost egală cu cea de covarianţă. În 
Figura 6. sunt prezentate ponderile reţelei Hebbiene care în cazul nostru reprezintă chiar matricea 
de covarianţă a vectorilor de la ieşirea reţelei PCA. Pe diagonala principală regăsindu-se valorile 
proprii. Deasemenea se poate observa că elementele care nu se află pe diagonal principală tind către 
zero. 

 
 
 
 
 
 
 
 
 
 
 
 
 
 

(a) (b) 

  

Figura 7. Două distribuţii  ale vectorilor de trăsături reprezentând starea utilizatorului (odihnit-triunghiuri/obosit-
pătrate) vizualizate în (a)prima, a cincea şi a şasea ieşire a reţelei PCA şi (b)a treia, a cincea şi a şasea ieşire a reţelei 

Figura 6.  Matricea de covarianţă a ieşirilor reţelei PCA, elementele de pe diagonală sunt valorile proprii [17] 

 



 
Vizualizarea datelor a fost efectuată pe întregul set de date şi pe fiecare subiect în parte. Pentru 

vizualizarea 3D am utilizat combinaţii doar ale primelor 6 ieşiri ale reţelei PCA. Aceste ieşiri 
reprezintă 96.983% din puterea tuturor trăsăturilor utilizate. În ciuda faptului că în anumite zone ale 
spaţiului vectorii de trăsături se grupează Figura 7.(a) şi (b) (datele sunt prezentate numai pentru un 
sigur subiect ales aleator) aspectul general este acela a unor clase împrăştiate şi întrepătrunse fără 
limite clare de demarcaţie între ele. La această concluzie s-a ajuns după mai multe vizualizări din 
diferite unghiuri ale spaţiului 3D şi pentru toate combinaţiile posibile ale ieşirilor reţelei PCA. Din 
acest motiv o reţea neuronală de tip SVM (Support Vector Machines) a fost aleasă pentru clasificare 
în principal datorită performanţelor acestui tip de clasificator şi în ideea că într-un spaţiu cu un 
număr mai mare de dimensiuni setul de date va deveni liniar separabil. 

 
 

Clasificatorul 

Sistemele de tip SVM au fost dezvoltate pentru a realiza un clasificator binar. Cu toate acestea 
un astfel de clasificator poate fi extins foarte uşor la unul de tip C clase (în cazul nostru particular C 
= 4 pentru a putea diferenţia între toate stările puse anterior în evidenţă). Pentru a realiza acest lucru 
vom construi C astfel de clasificatoare, de două clase, sub forma {clasa i} versus {clasa 1…C/mai 
puţin clasa i} şi apoi vom determina clasa corectă de apartenenţă selectând acea clasa k a cărei ieşire 
corespunzătoare are valoarea maximă dintre toate cele C sisteme de clasificare. 

Primul dintre cele patru clasificatoare a fost construit şi antrenat pentru a diferenţia starea de 
odihnit faţă de cea de oboseală. Starea odihnit este reprezentată de toate înregistrările efectuate 
dimineaţa mai puţin cele în care starea de oboseală a fost indusă în timp ce starea de oboseală este 
caracterizată de restul înregistrărilor. Performanţele clasificatorului sunt prezentate în Tabelul 2.  şi 
sunt date pe un set de test distinct faţă de setul de antrenare al clasificatorului: 

      Tabelul 2. Performanţele clasificatorului [17], [19] 

 Odihnit Oosit 
Odihnit 85.71 % 14.29 % 
Obosit 68.42 % 31.58 % 

 
Etichetele de pe liniile tabelului reprezintă clasele reale de apartenenţă a vectorilor de trăsături în 

timp ce etichetele de pe coloane reprezintă clasele asociate de către reţea. Cu toate că acestea sunt 
rezultate preliminarii se poate observa o rată a clasificării bună de 31.58% în cazul recunoaşterii 
stării de oboseală şi de 85.71% pentru situaţia persoanelor odihnite. Rezultatele obţinute sunt bune 
în principal datorită recunoaşterii stării de oboseală folosindu-ne doar de un singur semnal, semnalul 
de tremur, şi ne utilizării altor tipuri de informaţii. 

Rezultatele obţinute cu ceilalţi trei clasificatori în încercările de a diferenţia diferitele stări de 
oboseală au condus la obţinerea de rezultate foarte slabe. O cauză directă care a determinat obţinerea 
acestor rezultate slabe, a fost dată de nereprezentativitatea statistică a setului de date. De exemplu, 
dacă considerăm numai starea de oboseală indusă forţat, pe setul de înregistrări achiziţionate 
dimineaţa, vom observa că tot setul de date este de 11.86% din întregul set de vectori de trăsături, 
adică doar 69 de vectori de trăsături. Dacă repartajăm acest set de date, de doar 69 de vectori de 
trăsături, în setul de antrenare, cros-validare şi cel de test avem o imagine clară a cauzei care 
determină obţinerea acestor rezultate. 



Din vizualizări succesive ale setului de date (prin proiecţia acestuia în spaţiul 2D şi 3D dat de 
vectorii proprii) şi din analiza parametrilor statistici pentru fiecare subiect în parte am observat că 
pentru unul dintre subiecţi caracteristicele statistice ale stării de oboseală (în principal pentru starea 
de oboseala indusă forţat) sunt diferite în mod substanţial comparativ cu restul grupului avut sub 
analiză. Pentru a clarifica această problemă o analiză amănunţită şi un interviu suplimentar a avut 
loc. După eliminarea diferitelor posibile cauze patologice sau a deficienţelor de înregistrare/analiză 
a setului de date a reieşit că subiectul respectiv este un sportiv de performanţă practicând Tai 
Kuando câte două-trei ore de antrenament în fiecare zi, acest factor fiind unul ne luat în calcul 
iniţial. Din acest caz particular o întrebare mai generală apare. Cât de relevantă este starea de 
oboseală presupusă de noi în a reflecta starea reală a subiectului ? Deoarece starea de oboseală 
este influenţată de o multitudine de factori (cum ar fi: suprasolicitările la lucru, stresul, lipsa sau 
insuficienţa somnului, diferitele responsabilităţi suplimentare – de ex. copii sub îngrijire, dietă, etc.), 
o altă cauză a rezultatelor obţinute poate fi dată de neconcordanţa între presupunerile făcute asupra 
stării subiecţilor şi starea lor reală. 

 

Concluzii 

În acest raport de cercetare am prezentat abilitatea unui nou dispozitiv, fără contact, introdus 
de echipa noastră, Joystick Virtual, de a discrimina între stările de oboseală şi cea de odihnă. Prin 
utilizarea adecvată a acestui dispozitiv comunicarea între om şi maşină poate deveni mai naturală şi 
mai uşoară, cu aplicaţii în: învăţare asistată, realitate virtuală, căutare pe web, etc. 

Cu toate dificultăţile existente la ora actuală date de lipsa de informaţii asupra cauzelor, 
mecanismelor şi caracteristicilor semnalului de tremur în cadrul acestui grant am evidenţiat existenţa 
în semnalul de tremur a informaţiilor necesare discriminării între starea de oboseală şi cea de odihnă 
şi chiar mai mult între diferitele tipuri de stări de oboseală existente. 

Analiza semnalului de tremur nu este o sarcină uşoară. Existenţa în acest semnal a diferitelor 
alte tipuri de semnale şi influenţe externe complică şi mai mult procesul de analiză şi clasificare. 
Pentru identificarea corectă şi cu acurateţe a stării de oboseală multe lucruri mai trebuiesc făcute. 
Găsirea unei modalităţi de cuantizare a stării de oboseală care să reflecte în mod corect starea 
subiecţilor, de tip chestionar [18], [20], şi utilizarea acestora numai în faza de antrenare a reţelei ar 
putea reprezenta o posibilă soluţie. Implicarea mai multor sisteme şi semnale biologice în procesul 
de clasificare, îmbunătăţirea clasificatorilor existenţi şi dezvoltarea altora noi ar putea contribui la 
perfecţionarea acestor tehnici de recunoaştere a stărilor subiecţilor umani.  

În concluzie în acest proiect de cercetare finalizat am prezentat un număr de rezultate noi în 
domeniile analizei şi clasificării tremurului cu aplicaţii în domeniule interfeţelor inteligente şi 
comunicării om-maşină. 
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Anexa 1. 

Schema sistemului de comandă a Joystic-ului virtual [5]. 
 



Anexa 2. 
 
Structura sistemului fuzzy [6] pentru calcularea poziţiei mâinii pe y, conform cu Figura 4. 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
Suprafaţa caracteristica a sistemului fuzzy pentru valoare nulă a semnalului dat de senzorul 
cu dimensiunile cele mai mari, poziţionat în partea de jos a plăcii [6]. 
 
 


